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{ SAROKVAGASTESZTERTEK NELKUL

7.1 Problémafelvetés

A tesztértékek segitségével torténd szekvencia 6sszehasonlitd algoritmusok rendkivil
praktikusak akkor, amikor adatbazisokbdl kell kikeresni egy adott szekvenciaval nagyfoku
rokonsagot mutatd szekvenciakat (Spouge, 1991). Ezek az algoritmusok kevésbé hatékonyak
akkor, ha szilkségképpen meg kell allapitani a két szekvencia kozétti hasonldsagot, példaul,
ha a szekvenciak evollcios leszarmazasi viszonyaira vagyunk Kivancsiak.

Statisztikus szekvencia analizis esetén nem egyetlen ‘optimalis' illesztést keresiink,
hanem az illesztések Osszességébol probalunk kovetkeztetéseket levonni az  adott
szekvencidkra A teszt érték segitségével torténd sarokvégasi algoritmusok ebben a
problémakorben tehat kdzvetlentl nem alkalmazhatdak. Hein és munkatarsai algoritmusaban
(Hein et al, 2000) az ¢ érték tolt be a tesztértékhez hasonld funkciét (Id. 4.7 fejezet). Alacsony
£ érték esetében a likelihood szamitas pontatlan lesz, ezzel parhuzamosan a metodus pontatlan
becsléseket ad a maximum likelihood paraméterértékekre is.

Ebben a fejezetben bemutatom, hogy hogyan lehet a diagonalis kiterjesztést (Myers,
1986; Wu et a., 1990) felhaszndlni tesztérték nélklli sarokvégasi algoritmusok

konstrudlésara.

7.2 Sarokvagas tobbszor 6s indelek engedélyezése nélkl

Ebben a fejezetben azt mutatom be, hogy hogyan lehet a minimélis stlyu illesztést
gyorsan megkeresni tesztérték nélkil. Az algoritmus Otletét a leheté legegyszeribb
sulyfuggvényen mutatom be, a bonyolultabb eseteket és a gatisztikus szekvencia analizisben
valo alkalmazéas lehetoségét a kovetkezo fejezetekre hagyom.

Az egyszeriiség kedvéért az algoritmus csak kétféle sullyal dolgozik. Két tetszoleges,
de nem azonos illesztett karakter stlyat mis-sel jel616m, egy karakter beszUrasét vagy torlését
pedig g értékkel bintetem. Eloszor ak-atl6 fogalmét definidlom.

DEFINiCIO A D matrix k-étl6ja a métrix azon d;; elemeinek a halmaza, amelyekre i-j
=k. A k-&l6 indexe k.
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Barmely k-al6 tehé& a matrix féatlojaval parhuzamos, a foétlo a 0-élé. Az A és B
szekvencidk Osszehasonlitasa esetén, amelyek rendre n és m hosszliak, a dinamikus
programozasi téblézatban az alok indexei -m-tél n-ig terjednek. Az algoritmus Otlete a
kovetkezo téelben rejlik.
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7218braAz A é B szekvencidk optimdlisillesztését dorézol6 utak hérom lenetséges esete. Az optimdlis

(t vagy &megy d; ; étldjanak egy rogziteit elemén, vagy az optimdlis (t ezen rogzitett d; ; elem eltt vagy

folstt halad. Mindharom esetben bizonyithaté, hogy d; | <d; ; .
LEMMA7.2.1 A dinamikus programozési tablazat barmely atlojdban az értékek

monoton ndvekszenek fellilrol lefelé.

i

BizoNyiTAs Legyen d, ; €s d,_; a D matrix két eleme, i1<iz, €s ekképpen ji<jz. A

kovetkezé hdrom eset lehetséges (Id. 7.2.1 &bra):
« Az A, és B szekvenciak optimalis illesztését reprezentald Ut tartalmazza d, | -t.
Mivel barmely optimélis illesztést tartalmazd pi, p2, ... pn Utra pesprs1, €zeért
nyilvanvaléan d, ; <d, ; .
« Az A és B, szekvenciak optimalis illesztését reprezentald ut tartalmazza d, , -t,
ahol x<j1. A d; ,-t6l d,_; -ig terjed6 Ot stlyalegaldbb (ji-X)g, ezért d, , +(j1-X)g <
d; ;, - Mivel A ésB; szekvencidk optimalis illesztése nem szuksegképpen megy
a d; «-en, ezért di ;, <d; *t(1-X¥)g. A két egyenlétlenséget 6sszekapcsolva kapjuk,

hogyd, ; =d ,*+(2-¥)g =< d,

I ™ 12,)2

« Az A, és B, szekvenciak optimalis illesztését reprezentald Ut tartalmazza d, ; -t,

ahol y<iy. Az el6z6 esethez hasonl6éand, ; <d, ; +(i1-y)g< d; ;

I2:)2 °
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Az algoritmusnak sziksége van két egydimenzios tombre. Az egyik témb minden
egyes &tlora tartalmazza az utolsd kiszamitott elem elsé koordinatgjéat, ezt pos(k) jeldli, a
masik tomb pedig az utolsd kiszamitott elem értékét tartalmazza minden atlora, ezt val(k)
jeloli.

Az algoritmus részletes leirasa a kovetkezé (A 1., 1., stb. szdmok a 7.2.2 abran

szereplé szamokra utalnak):

l. Az algoritmus a D métrixot alok szerint tolti ki. Az algoritmus egymas utan
szamolja ki egy étlé értékeit, figyelembe nem véve a szomszédos atlok ki nem
szamitott elemeit, és addig halad az étlén, amig az igy kiszamitott értékek
(jelolése nevwal) josaga kétségtelen.

LEMMA 7.2.2 Tegyik fel, hogy newval jelolt a k atlo di; elemére. Ha val(k-1)+g= newval és
val (k+1)+g=newval, akkor neval = d, ;.

BizoNYiTAS newval# d j, ha di.1,j-t még nem szamolta ki az algoritmus, és nevwwal> di.1 j+0.
De ha di.1,j-t még nem szamolta ki az algoritmus, akkor a 7.2.1 lemmabdl adddoan val (k-1)<
di.1,j, igy ha nevwwal<val (k-1)+g, akkor newal< di.1 j+g. Ugyanez igaz d; j.1-reis.

. Ha neval kétseges jeloltje d; j-nek, azaz val(k+1)+g<newval, vagy val (k-1)+g<
newval, akkor az algoritmus atlot cserél. Vegyuk észre, hogy ez a csere mindig
visszalépést jelent, azaz, ha val(k+1)+g<newval, akkor pos(k)>pos(k+1), és ha
val(k-1)+g< newval, akkor pos(k)>pos(k-1)-1. Az észrevétel szintén a 7.2.1
lemmabol adddik, hiszen ha valamelyik atlon elorébb jarnank, akkor a nevwval-
nak értéket add aléelem nem lehetne nagyobb az &l6 utolsd kiszamitott
elemének az értékénél.

1. Ha bizonyos, hogy newval=d;;, akkor ezt az értéket az algoritmus beirja a
dinamikus programozasi tablazatba.

IV.  Haaz algoritmus atlot cserél, ha elérte az &lé végét.

V. Az algoritmus atlot cserél, ha az aktualis atl6 nem akadalyozza meg a jobb alsd
sarokhoz tartozo aléhoz kdzelebb esé szomszédos étlon az elérehaladast, azaz,
haval (k)+g<val (k-1)+mis vagy val(k)+g < val(k+1)+mis.

VI. Az algoritmus megdll, ha elérte ajobb alsd sarkot.
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START

I | incid) Compute newval dec(d)

= val{d+1)tg<newval

val{d) =newal
1L nc{pos(d))
Dipos(d),pos(d)-dy=newval

posid)=len(a) <

I pos(di-d=lenh)
pos(d)-d=len(b) pos{dr=lenia)
v LY J=len(b-len(a)~ d=len(b)-len(a) ~

al(d+1)+ mis swalld)+o wal(d-1) + rssval(d)+g

W STOP pos(d)-d=lenh)

7.2.2 dbra A 7.2 fgjezetben bemutatott algoritmus fol yamatabraja.
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A 7.2.2 lemma bizonyitja, hogy az algoritmus csak pontos értékeket ir be a dinamikus
programozas tébldzatba. Az algoritmus nem esik végtelen ciklusba, mert a teljesen
kiszamitott atlok nem akaddlyozzak meg az algoritmust a szomszédos &lén vald
elérehaladasban.

A rendre X, y és z hosszil A, B és C szekvenciak egylttes illesztésére hasonld
algoritmust lehet késziteni A tobbszoros illesztést lehet értékelni az illesztett szekvencidk
paronkeénti eltéréseinek az dsszegzésével (Carillo & Lipman, 1988) vagy a konszenzus-hiba
értékelo fuggvennyel (Gusfield, 1997). Ez utobbit a

m (7.2.1)

CE= Y min( Y. d(a.a;) | k=12.m)
i=1 =1

i
képlettel lehet kiszdmitani, ahol n az illesztés hossza, m az illesztett szekvencidk szdma, ax; és
g az i-edik szimbolumok a k-adik és j-edik illesztett szekvencidkban, d(,) pedig a
tévolsagfliggvény Q[1{-}-on..

gk

7.2.3 dbra A harom dimenziés dinamikus programozas téblézatban a d; jx elem kiszamitésakor a fekete korrel
jelzett elemeket tartalmazd atldk a vastag vonalla jeldlt &tlé tavoli szomszédjal, az Ures korrel jelzett €l emeket
tartalmazo &l ok pedig akozeli szomszédjai.

. A hédromdimenzios dinamikus programozasi tablazat egy &tloja azon dijx elemek
halmaza, amelyre i-j=c,, ési-k=c,, ahol c; és ¢, konstans szamok az &tl6 indexei.. Egy atlonak
hat szomszédos atloja lehet, ebbol harom kozelebbi, hdrom pedig tavolabbi (7.2.3 &bra). Meg
lehet mutatni, hogy a 7.2.1 lemma fennall haromszoros illesztések esetében is, azaz a
haromdimenziés dinamikus programozasi tablazatban is minden egyes &lén az értékek
monoton nének. igy a newval értéke helyes jeldlt diji-ra, ha minden szomszédos &tlo értéke
legalabb g-vel kisebb (konszenzus-hiba értékeld flggveny esetében), illetve kozelebbi
szomszédok esetében g-vel, tavolabbi szomszédok esetében 2g-vel kisebb (paronkénti
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eltérések Osszegzése esetén). A két és a hdrom dimenzios algoritmus kozott a IV. ésaz V.
pontban van lényegi eltérés. A haromdimenzids algoritmus akkor cserél étlét, ha barmely
szomszédos alon valo elérehaladast az aktualis élo nem gétolja meg, és ezen szomszeédos
alon az utolsd kiszamitott érték koordindta nagyobbak, mint az aktudlis &lén az utolsd
kiszamitott érték koordinatai. Amikor az algoritmus eléri egy étlé végét, az alo értéke
végtelenre alitddik, ez megakadalyozza az algoritmust, hogy visszatérjen erre az atlora. Ezen
valtoztatas oka a kovetkezé. A két dimenzids esetben egyféleképpen lehet egy adott &élorol
eljutni az (n-m)-atlora, nevezetesen, az Osszes kozti alot érinteni kell. A hdrom dimenzids
esetben tobb daton is el Iehet érni dy,,, &lojahoz, ezek kdzott lehetnek gorbe utak is. Egy olyan
algoritmus esetén, amely megprobal mindig egyenesen haladni dyy , étl6ja fel€, a gorbén levé
atlok megakadadlyozhatnak ebben, és igy végul a gorbe teljes konvex burkéd ki kellene
szamitani ahhoz, hogy az algoritmus elérje dyy, t. Empirikus eredmények mutatjak, hogy ez
utébbi algoritmus lassabb.

A két dimenzios algoritmust 6sszehasonlitottam Spouge algoritmusaval, a teszt érték
egyik esetben t=d, » a masik esetben t=d, »* 1.2 volt. Négy elemi ABC feletti 100 hossziisagu
véletlen szekvencidkat generdltam 80, illetve 0 szézalék hasonldosaggal (Miller & Myers,
1988) A 80% hasonldség azt jelenti, hogy 20-20 Uj véletlen karakter lett beszirva ugyanabba
a véletlen, 80 hosszii szekvenciaba. Két flggetlenlil generdlt szekvencid 0%-0s
hasonlosagunak tekintettem. Az illesztés értékelése g=3, mis=1 értékekkel tortént. A
dinamikus programozési téblézat kitoltott hanyadat, illetve a szikséges iteraciok szamat
(elképzelheto, hogy newval nem helyes, ezért az iteréciok szama nagyobb, mint a tablazatba
beirt értékek szdma) a 7.2.1 tablazat tartalmazza.

Spouge agoritmusa Spouge agoritmusa A tesztérték ndkali
A szekvencidk t=Chm t=d, 1.2 algoritmus
hasonl ésaga

F # lteracio F # Iteracio F # Iteracio
0% 14.61% 1662 20.09% 2206 14.22% 2205
80% 10.77% 1279 14.76% 1675 10.49% 1485

7.2.1 tbldzat A két dimenziés teszt éték ndkili algoritmus hatékonysaga, Spouge adgoritmusaval (Spouge,
1991) osszehasonlitva. F jel6li a dinamikus programozés algoritmus kiszdmitott hanyadat, # Iteracié pedig a
szilkséges iterdciok szamét, 200 futas atlagéban. Az algoritmusok 0% és 80% hasonldsagy, 100 hosszUsagu
szekvenciékat hasonlitottak dssze.

Mint l&hato, teszt érték nélkil is majdnem olyan gyors szekvencia dsszehasonlitd

algoritmust lehet késziteni, mint tesztérték segitségével. Amikor Spouge algoritmusaban a
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teszt érték pontosan a szekvenciak kdzotti tavolsagra lett alitva, a két algoritmus (Spouge és a
teszt érték nélkilli) nagyjabol ugyanakkor hanyadat szdmolta ki a dinamikus programozési
téblazatnak. Ebben az esetben a teszt érték nélkili algoritmust valamelyest lassabb, mivel
nem mindegyik newval pontos, ezért a dinamikus programozési téblazat egyes elemeit a teszt
érték nélkili algoritmus tébb iteracidban szamitja ki. Gyakorlatban azonban nem ismerjik a
szekvencidk kozotti tavolsagot, ha ismernénk, akkor nem kellene kiszdmitani. Ha 20%
pontossdggal meg tudjuk becslilni ezt az értéket, és a 20% felsd hatart vélasztjuk teszt
értéknek, akkor ateszt érték nélkili algoritmus méar kevesebb iteracios Iépést igényel, mint
Spouge algoritmusa.

Z m-x

7.2.4 dbra Végtelen nagy ABC feletti m hosszlisagul szekvencidk esetében a teszt érték nékuli algoritmus dtal
kiszamitott része a dinamikus programozas tabldzatnak (F). x az utolsd olyan &tl6 indexe, amelynek legalabb
egy elemé kiszamitja az algoritmus.

Klonbdzé hosszisagu szekvencidk Osszehasonlitésabol kiderdl, hogy a teszt érték
nélkili algoritmus futési ideje is O(1%), ahol | a szekvencidk &tlagos hosszlisdga. Azaz a teszt
érték nélkdli algoritmus csak konstans gyorsitésa az eredeti dinamikus programozasi
algoritmusnak (Seller, 1974). Az iterécios lépésekbol kiderdl, hogy kb. 5-8-szor gyorsabb a
tesztérték nélklli algoritmus, mint az eredeti dinamikus programozasi algoritmus, flggve
attol, hogy mennyire hasonld szekvenciak keriltek dsszehasonlitasra. Hasonld szekvencidk
esetében a szilkségesen kiszamitott hanyada a dinamikus programozasi tablazatnak kisebb,
igy ilyenkor az algoritmus gyorsabb. Azonban kevésbé hasonlé szekvenciak esetében sem
kell a teljes dinamikus programozasi téblazatot kitolteni. Meg lehet mutatni, hogy végtelen
nagy méreti ABC (tehat amikor két véletlen szekvencia csupa kulonbozébetubol Al) és két
egyforma hosszll szekvencia esetében F=mis/2g. Ugyanis ebben az esetben a kiszamitott
terllet egy deltoid (7.2.4 dbora). Legyen a két szekvencia hossza m. Ha az x-&lé az utolso,
amelyik legaldbb egy elemet tartalmaz, akkor

X =M mis-xg (7.2.2)

Tehat
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X=mmis/2g (7.2.3)

A ki nem szamitott teriilet (m-x)m, tehét a kiszamitott terilet m?-(mx) m= n? mis/2g. Ez az
eredmény azt is mutatja, hogy mis/g novekedése F ndvekedésével jar egyltt. A hédrom
dimenzids esetben a teszt érték nélkili algoritmus a dinamikus programozasi téblézatnak
nagyobb hanyadét toltotte ki a konszenzus hiba értékelé fliggvénnyel, mint a paronkénti
Osszegzés esetében (7.2.2 tablazat). Ezt meg lehet magyarazni azzal, hogy a konszenzus hiba
értékelés keveshe blnteti a beszirasokat és atorléseket, mint a paronkénti 6sszegzo értékelés.
Harom szekvencia esetében mindkét ismertetett értékelé metddussal vizsgdltam a teszt
érték nélkdli algoritmus hatékonysagat. g és mis ugyanakkora volt, mint két szekvencia
esetében. Spouge algoritmusat egyszertien ki lehet terjeszteni a harom dimenzios esetre. Ez az
algoritmus csak azokat a di;k elemeket szamitja ki, amelyek teljesitik a di;+q gt feltételt,
ahol g=2[max{abs(i-j),abs(i-k),abs(j-k)} a paronkénti Osszegzé értékelés esetén és g=[
max{ abs(i-j),abs(i-K),abs(j-k)} a konszenzus hiba értékelo figgvény esetében. A teszt érték
szintén a pontos tavolsag, illetve annak a 20%-o0s felsd becslése volt. A 7.2.2 téblazat

tartalmazza 200 futas atlagait
Spouge agoritmusa Spouge agoritmusa A teszt érték nélkili
o >
T g t=d,., t=d,,,*1.2 algoritmus
é é < Y, Y. g
HoE F # Iteracio F # Iteracio F # Iteracio
= 0% 11.09% 120293 18.6289% 197794 12.59% 151134
=
§ 4 80% 5.145% 57598 8.445% 92328 5.545% 62719
9 0% 13.46% 144786 22.31% 235163 18.67% 236833
N
-
% 5 80% 5.496% 61206 8.951% 97497 7.434% 86722
X

7.2.2 tablazat A harom dimenziés teszt éték nékili agoritmus hatékonysdga Spouge algoritmusava
Osszehasonlitva. F jeldli adinamikus programozas dgoritmus kiszamitott hényadat, # Iteréci6 pedig a szikséges
iterdciok szamét, 200 futés étlagdban. Az algoritmusok 0% és 80% hasonl ésagu, 100 hossziisagu szekvenci kat
hasonlitottak 6ssze, mind a paronkénti 6sszeg, mind a konszenzus hiba értékel 6 fuggvény segitségével.

A 7.2.2 téblazat eredményei hasonléak a 7.2.1 téblazat eredményeihez. A konkluzid
ugyanaz, Spouge agoritmusa csak akkor jobb a teszt érték nélkdli algoritmusndl, ha a
végeredmeényt elére nagyon pontosan meg lehet becsilni.
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7.3 Sarokvagas konkav gap fuggvény esetében

Konkédv gap fliggvény esetében is igaz az, hogy egy alon az értékek szigortan

monoton ndvekednek. Legyen ugyanis d; ; €sd; ; egy alo ket eleme, i:<i, és ekképpen

j1<j2. A 7.2.1 lemma bizonyitasanak harom esetében az allitas nyilvan konkav gap
flggvenyekre is fennall. A két megvizsgalando eset az, amikor a d, ; -be mené optimalis Ut

atugorjaaz i, sort vagy a1 oszlopot. Tegyuk fel, hogy az optimalis Gt dtugorjaaz i; sort (7.3.1

abra). Ekkor az optimalis tton van ket egymast kovets elem, d,  ésd ahol x;<i1, X2>i1, €s

Xp,y !

y<j. Van egy ut d, ; -be d, ,-bdl d  -on &, ket ugréssal. Mivel nem biztos, hogy ez az
optimdlis ut d, ; -be, ezert d, ; <d, ,+g;_, *+9,,-Mivel d, , tavolabb van d; ; atléjatdl,

mint d.

iy ezet d, +g , +g,.,<d ésigy d, ; <d ;. A j. oszlop dugrasa esetén a

PRIPI

bizonyités az el6bbivel analog.

dx Y

d!-l'-i'.l

.

duy s

d

i3.07

7.3.1 &bra Egy olyan eset, amikor a dizvjz -ba ben6é Gt &ugorja az i, sort. Megmutathatd, hogy ekkor is
d

P A

A sarokvagd algoritmus ciklusonként tolti ki a dinamikus programozési tablazatot. a
ciklusok indexelése 0-t0l kezdodik. Az algoritmus az i-edik ciklusban az i és a -i-élon
elérehalad addig, amig eléri a gi+1+0; értéket, aztdn az i-1 és a -i+1 étlon addig, amig eléri a
Oi+11+0; értéket, és igy tovabb, kivilrol befelé haladva, aj és -j-étlon elérehalad addig, amig el
nem éri a gi+1+Qij+1 ertéket. Legvégul a O-atlon elérehalad addig, amig el nem éri a 2gi+1
értéket.
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LEMMA 7.3.1 Az el6z6 paragrafusban megadott agoritmus nem ir be hibés értéket a
dinamikus programozasi tébldzatba akkor, ha az addig beirt minden lehetséges értéket
figyelembe veszi.

BizoNYiTAs Felhaszndlom, hogy konkav gap flggvény esetében is az éldkon
monoton ndvekednek az értékek. Hibas érték akkor kertilhetne be a dinamikus programozasi
téblazatba, ha valamely, az adott pontig ki nem szamolt pozicié jobb értéket kildene. A
bizonyitasban azt mutatom meg, hogy ez nem lehetséges. Négy esetet kell elkiloniteni

* A még el nem kezdett, azaz az i-&lén és a -i-&lon kivili alok nyilvdn nem
kildhetnek kisebb értékeket.

e A 0-&lén tuli, mér megkezdett &lokrol sem érkezhet kisebb érték. A j-atlén az i-
edik korben kiszamitott értékek nem nagyobbak, mint gi+1+gji+1. A tuloldali -k-
atlén a még ki nem szamolt értékek legalabb gi+g;.« értékiek. A -k-atlérol aj-atléra
ajutni legaldbb gj.k.1 SUly dton lehetséges. Es valdban gi+gikt Gi+ke1= Qis1+Gj-i+1,
hiszen a konkav fliggvény tulajdonsagaibdl adoddan gi+Qi« Gi+1 €S Gj+k+ 120j-i+1.

* A 0-&lova el nem valasztott nagyobb abszolut értéki atlé még ki nem szamolt
értékei sem kildhetnek kisebb értéket. Legyen ugyanis k>j! Ekkor a k-&lé még ki
nem szamolt értékei nem Kisebbek, mint gi:1+gix+1, a j-a&ld értékei pedig nem
nagyobbak, mint gi+1+0ij+1. A k-&alordl eljutni a j-atléra legaldbb gy silyd aton
lehetséges. Es megint gui+Qikat O G+ Gijw1, hiszen a konkav gap
fuggvenybol adddoan gik+1+ ki Gij+1.

* A O-éloval el nem valasztott kisebb abszolit értéka aldé még ki nem szamolt
értékei sem kildhetnek kisebb értéket. Legyen ugyanis k<j! Ekkor a k-&lé még ki
nem szamolt értékei nem kisebbek, mint g+g.k, a j-élé értékei pedig nem
nagyobbak, mint gi+1+gij+1. A k-&l6rél eljutni a j-&tléra legaldbb g« silya dton
lehetséges. Es megint gi+gik+ g+« Gi+1+ Ji+1, hiszen a konkév gap fiiggvénybol
ad6doan git+ gju Ji+1 €S Gik20i-j+1-

Egyetlen részlet maradt meg vissza. Ha di; kiszamitésakor az i-edik sor és a j-edik
oszlop minden mé&r kiszamolt elemére 6sszehasonlitést végeznénk, akkor az algoritmus egy
elem kiszamitésara O(n+m) dsszehasonlitast végezne, igy az algoritmus futési ideje nagyobb
lenne O(nm(logn+logm))-nél. Szerencsére a 3.5 fejezetben bemutatott pointer technika itt is
alkalmazhat6, igy az algoritmus egy elem kiszamitasara csak logn+logm idoét fordit,

ugyantgy, mint a 3.5 fejezetben ismertetett algoritmus. Es mivel a sarokvago algoritmus nem
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szamolja ki a dinamikus programozasi tablazat Osszes elemét, egy konstans faktorral
gyorsabb, mint a 3.5 fejezetben bemutatott algoritmus.

7.4 Sarokvagas a statisztikus szekvencia analizisben

Hein és munkatarsai dtal megadott éformuldzas (Hein et al., 2000) lehetové teszi,
hogy felsd becslést adjunk két szekvencia teljes likelihoodjara. Roviditsik p,(t) -t p-vel,
AB(t)n . -ot L-lel, ahol 75..« a leggyakoribb karakter gyakorisiga, és p,(t)f, . + p, ()77, -
ot F-fel, ahol fmax az f flggvény maximuma. A 4.7.6 keplethél adott d,_,;, d, ;;, €s d;_;
esetén d, ; maximalis ertéke

maxd, ; = pd;_,; +Ld;;, +(F-pL)d (7.4.1)

azon a paramétertartomanyon, ahol
p,(t) = AB(t) Py (t) > 0 (7.4.2)
de ez O<Att<l Kkozétti paramétertartomanyra mindig teljesil. Teljes indukcioval

megmutathatd, hogy

o) (i (7.4.3)
— ik | j-k K
maxd, ; = . (kj[kjp LI F

k=0

Hasonloképpen adhatunk alsd becslést két szekvencia teljes likelihoodjara, csak akkor a fenti
képletbe a minimélis gyakorisdgl karakter gyakorisagat és a legvaloszinitlenebb &menet
valosziniségét kell irni.

Ha a rendre n és m hosszU A és B szekvenciak teljes likelihoodjat 1-a pontossaggal
szeretnénk meghatarozni, akkor nem kell kiszdmitani azokat a cellékat, melyekre

min(i,j) (' jj el e min(n—i,m—j)[n—ij[m—jj ik mejk ek | amind,
{;(kj(kp L I T O L e

ahol min d, m a két szekvencia likelihoodjanak az als becslése.

Ketto, 100 hosszusagu szekvencia esetében a 7.4.1 téblazat tartalmazza azt, hogy adott
paraméterek mellett a dinamikus programozasi tablazatnak legfeljebb hanyadrészét kell
kitolteni ahhoz, hogy 1-a pontossaggal megkapjuk két szekvenciateljes likelihoodjét. Adott A
esetében a i érték Ugy lett bedllitva, hogy a szekvenciak hosszlsag eloszlasanak varhato



99

értéke éppen 100 legyen, a szubsztiticios modell a Jukes-Cantor modell volt (Jukes & Cantor,
1969). A tablazatbdl kidertil, hogy a kiszamitand6 rész nagyobb mértékben fligg a mutéciok
paramétereitol, mint a-tél. Ez azt sugallja, hogy a megadott felsé hat&r nem erés becslése a
tényleges felso hatérnak. Ez tényleg valoszinasithetd, hiszen egy adott cella hozzgjérulasat a
teljes likelihoodhoz azzal a feltételezéssel becsiltem, hogy a két szekvencia minden karaktere
megegyezik, a két szekvencia teljes likelihoodjanak alsd becslésekor pedig azt feltételeztem,
hogy a két szekvencianak egyetlen k6zos karaktere sincs.

a =001 a=0.0001
S\ 0.01 0.02 0.03 S\ 0.01 0.02 0.03
0.5 47.57% | 53.85% | 57.93% 0.5 48.28% | 54.48% | 58.59%
0.7 41.93% | 48.08% | 52.23% 0.7 42.95% | 48.91% | 52.95%
0.9 37.42% | 43.18% | 47.22% 0.9 38.5% | 44.34% | 48.26%

7.4.1 téblazat EIméleti felsd hatéarok arra vonatkozdan, hogy a dinamikus programozés tébl&zatnak maximum
hényadrészét kell kitdlteni ahhoz, hogy a teljes likelihood 1-a részét megkapjuk.

A bemutatott sarokvagési technika jobban hasonlit Ukkonnen algoritmusahoz
(Ukkonen, 1985), mint Spouge algoritmusahoz (Spouge, 1991). Ukkonen algoritmusa csak
azokat a di; elemeket szamolja ki, amelyre |i - jl*g + |(n-i)-(m+j)[g<t, ahol g az indelek
blntetése, t a teszt érték, n és m pedig a két 6sszehasonlitandd szekvencia hossza. Spouge
algoritmusaban |i - jl*g helyett d;; szerepel, ezaltal ez utobbi algoritmus kevesebb értéket
szamit ki, mint az elébbi, mivel |i - j|*g <d;; Ukkonen algoritmusa elére eldonti, hogy melyik
értékeket szdmitja ki el6szor, Spouge agoritmusa dinamikusan valtoztatja ezt a dontést,
flggve a mar kiszamitott értékek nagysagatdl. llyen dinamikus algoritmust akkor Iehetne irni
a statisztikus szekvencia illesztésben, ha a (7.4.4) egyenlotlenség bal oldalat sikertiine
kiszamitani konstans idé alatt. Jelen formaban a bemutatott Otletet egy programban lehet
alkalmazni, amely tartalmaz egy olyan tablazatot, amely megmutatja, hogy adott paraméterek
és a esetén mely d;; értékeket kell kiszamitani. A kiszamitand6 értékek Ggy helyezkednek el,
hogy ezt egyszeriien egy |i-j|<ks e egyenlétlenséggel lehet megadni ahol 8 a paraméterek
halmaza. Természetesen & végtelen sok értéket vehet fel, de tudhato, hogy a kiszamitandd

terlet nd A ndvelésével és s csokkentésével, igy elég véges sok kg gt megadni.
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8. TOVABBI PERSPEK TIVAK

8.1 A kombinatorikus és analitikus modszer ek egyesitése

Az 5.2 és 5.3 fejezetekben ismertetett illesztés eljards lehetéve teszi a Thorne-
Kishino-Felsenstein modell analitikus és kombinatorikus tovabbfejlesztéseinek az egyesitését,
illetve kiterjesztését kettonél tobb szekvenciakra. Pl.: megadhato egy olyan modell, amelyben
a szekvencidk Poisson szekvencia hosszUsagbol (vagy tetszoleges egyéb eloszlashol)
evolvdlodtak a tobbszords beszirédsokat engedélyezé modell aapjan. A bonyolultabb
maodszerek szamolasi ideje persze a modell bonyolultsagaval novekszik, melyek esetében
kozelité szamitasokat érdemes alkalmazni. A lehetséges metddusok a sarokvégasi technika
valamint Markov Chain Monte Carlo modszer.

A modellek szdmanak ndvekedésével szikségessé valik goodness-of-fit statisztikak
(Hein et a., 2000) megalkotéasa is, amelyek azt hivatottak eldonteni, hogy egy adott modell

mennyire jOl irjale az adott szekvencidk evolucidjat.
8.2 Markov Chain Monte Carlo

A Thorne-Kishino-Felsenstein modell leirhatd Ugy, mint egy rejtett Markov folyamat
(Hidden Markov Model, HMM) (Durbin et al, 1998, Metzler et al., 2001; Hein, 2001; Holmes
& Bruno, 2001). A rejtett Markov folyamat azt jelenti, hogy magéat a Markov folyamatot nem
l&juk, csupan az egyes allapotok emisszidjat. Ké rokon szekvencia esetében péros rejtett

A - A
Markov folyamatrdl (pair-HMM) beszéliink. A lehetséges allapotok a St art A B
End &llapotok, ahol A és B tetszoleges betiii azon ABC-nek, amely folotti szekvenciékat

A
alapotokon

tekintink. A Markov folyamat a St art d&lapotbdl indul, és az A B

A
keresztil az End allapotba érkezik. Az dlapot az elss, a

) A alapot a masodik, az

B

alapot pedig mindkét szekvencidba kibocsat egy karaktert. A lehetséges allapotok kozotti
amenetek valdsziniségeit a 8.2.1 tablézat tartalmazza (Hein, 2001)
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; A A
A B - End
Start AB(Y) A | A R ( A
P OLIAC BO)(1-e*) 17, Ja-ap0)
- g P i P _
X AY La-ape | a-apei-e) (1—2 (- A50)
A A1) P ] P _ 1
5 ;(1—/1ﬁ(t))e “ ;(1—/1ﬁ(t))(1—e “) (1—ﬂ (1-AB(1))
A 1- e — up(t) AB(t)e ™ ARY Bt)(u-A1)
- 1-e# 1-e“ 1-e

8.2.1 téblazat A Thorne-Kishino -Felsenstein modell tekintheté egy Markov folyamatnak. A téblézat az egyes
allapotok kozotti dtmenetek val dszintiségeit tartalmazza.

A tdblézat csak a beszUrésok éstorlések Markov folyamatanak a valosziniiségeit irja le, ehhez
természetesen a szekvencidk teljes evollciéjanak a leirasakor még figyelembe kell venni a
szubsztituciok valosziniségeit is. A szemlélo természetesen a Markov folyamatot nem |étja,
csak a folyamat emissziojét, azaz a két homolog szekvenciét. A 8.2.1 téblazat alapjan barmely
illesztésnek a valosziniisége kiszamithatd, a maximum likelihood szekvencia illesztés feladata
éppen az, hogy dinamikus programozasi algoritmus segitsegével az 6sszes lehetséges illesztés
valoszinisegét Osszeadja, majd megkeresse azokat a paramétereket, amelyek segitségével
ezen valdsziniségek Osszege maximélis. Kettonél tobb szekvencia evollciojat tobbszoros
rejtett Markov folyamattal (multiple-HMM) (Holmes & Bruno, 2001) lehet leirni. Ebben az
esetben is a teljes valosziniség kiszamithaté dinamikus programozési algoritmussal (Hein,
2001, Steel & Hein 2001; Miklés 2001b), de az algoritmus futasi ideje a szekvencidk
szaméaval exponencidlisan no, igy legfeljebb harom-négy szekvencia esetében lehetséges a
pontosteljes likelihood értéket kiszamitani.

Négynél tobb szekvencia esetében reménytelen az Osszes lehetséges leszarmazas
valoszinisegét kiszamitani. (EQy 466 MHz-es gépen korulbeltl 100000 ora alatt futna le 5
szekvencia statisztikus illesztése, maximum likelihood paraméterek megkeresésével egyditt.)
Ekkor valik rendkivil hasznossa a HMM megkozelités. A teljes likelihood kiszamitasa helyett
a lehetséges leszarmazasokbdl vesziink mintékat, Ugy, hogy az egyes mintak valasztasanak a
valoszinisége egyezzen meg a leszarmazas likelihoodjanak a teljes likelihoodban vald
arényaval. Az ilyen mintavételt hivjuk Markov Chain Monte Carlo technikanak (Gamerman,
1997). Egy adott fa mentén tobbszoros illesztések mintavételezését a TKF91 modell alapjan
el6szor Holmes és Bruno adott meg (Holmes & Bruno, 2001). Két szekvencia esetén
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illesztések és evollcios paraméterek parhuzamos mintavételezésével lehetéség van arra is,
hogy vizsgaljuk azt, hogy egy adott illesztés vagy adott paraméterhalmaz mennyire
elfogadhat6, azaz mennyire reprezentélja két szekvencia leszarmazaési viszonyait (Metzler et
al. 2001).

A tobbszOros beszirasok modellje (6.2 fejezet) szintén tekintheté rejtett Markov
folyamatnak. Ekkor persze a rejtett allapotok szama is végtelen nagy lesz, hiszen tetszéleges
hosszUs&gu beszlrasok lehetségesesek, és ezek mind kulon folyamatok, amelyeket egy-egy
rejtett dlapot reprezental. Hasonl6an a tobbszoros torlések modellje is tekinthetod rejtett
Markov folyamatnak. A 6.4 fejezetben bemutatott modell viszont nem fogalmazhatd & az
elébbiekben ismertetettekhez hasonl6 rejtett Markov modellé, mert egyes linkek sziiletésének
a ratgja fugg a szekvencia aktudlis hosszétdl. Viszont ez a modell is atirhaté az 6sszes
szekvencia 6sszes lehetséges illesztéseinek a rejtett Markov modelljévé. Ebben a modellben a
rejtett dlapotok a lehetséges illesztések, az emisszidk tovébbra is a vizsgalni kivant
szekvencidk. Természetesen HMM-ek haszndlatara csak akkor kertilhet sor, ha az egyes
amenetek valoszinisége ismertté valnak, ehhez viszont ismerni kellene az dsszes lehetséges

leszarmazas valosziniisegét.

8.3 Dinamikus programozas versusMCM C

A 8.3.1 dbra azt atdbbszoros rejtett Markov folyamatot mutatja be, amely segitségével
egy 0si X szekvencidhoz a Y és Z modern szekvencidkat lehet illeszteni (Holmes & Bruno,
2001). Az dbra aljan van egy nagy ciklus, amely csak az x/-/- emittalo alapoton halad & (az
Ures korok nem emittald alapotok, csak az dbra egyszeribb lerajzolasit segitik €l6). Mivel az
63 szekvencia nem ismerjuk, ezen a koron valé végighaladés valosziniisege fliggetien a ket
modern szekvenci&dl. A dinamikus programozéasban az O(1*") futési idének O(I™)-re valé
csOkkentéset az az Otlet tette lehetové, hogy az egymas utan kovetkezé kihalt 6si linkek
egyetlen allapotként lettek kezelve. Ez az Otlet az illesztések mintavételezésénél is
hasznalhat6. Ahelyett, hogy az elébb emlitett koron cirkuldinank, egyetlen egy lépésben el
lehet donteni, hogy ezen a koéron

1. hany kort tesziink meg

2. melyik alapotnal hagyjuk el akort.

Az otletet valdban alkalmazték is a program megalkotai is, és a Null cycle elimination

nevet adtdk neki (Holmes, személyes kozlés).
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8.3.1 &bra Tobbszorés rejtett Markov folyamat, amely az 6si X szekvencidhoz illeszti az Y és Z modern
szekvenciakat. A kis korok nem emittdl 6 allapotokat jel 6lnek

A fenti példa is ravilagit a dinamikus programozas és a MCMC technika kozotti
kapcsolatra. Napjainkban a legtébb kutatd a MCMC technikat preferalja a dinamikus
programozassal szemben. Valéban az MCMC technika latvanyosabb, mint a dinamikus
programozas, hiszen amig a dinamikus programozas szamitasi igénye exponencidlisan
novekszik a vizsgdlatba bevont szekvenciak szaméaval, addig egyetlen tébbszoros illesztés
mintavételezéséhez szilkséges idé csak linedrisan ndvekszik a szekvencidk szaméaval. Ami az
MCMC hétrénya lehet, az az, hogy jelenleg nem tudjuk pontosan megmondani azt, hogy hany
mintavételezés szilkséges ahhoz, hogy az egyes illesztések likelihoodjainak az eloszlasardl
pontos képet kapjunk. Eléfordulhat, hogy a szikséges mintavételezések szama
exponencidlisan novekszik, és ekkor az MCMC technika sem hoz lényeges &ttorést a
tObbszoros szekvencia illesztésben.

A Spouge dtal definidlt computational volume a dinamikus programozasi tébléazat
azon része, amely az Osszes optimdlis illesztést tartalmazza (Spouge, 1991). Empirikus
eredmeények azt mutatjak, hogy két szekvencia esetében ez a terlilet a szekvencidk hosszanak
mésfeledik hatvanyaval ardnyos. Ennek ellenére a létezé sarokvégési technikdk mindegyike
O(1%) futési idejii. Paradox helyzetnek tanik a végtelen nagy ABC feletti szekvencidk
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illesztése. Ha tudjuk, hogy a két azonos hosszlisdgu szekvencianak nincsen kdzos karaktere,
akkor dinamikus programozés nélkul is tudhatd, hogy az optimdlis illesztés egyetlen egy gap-
et sem tartalmaz, a f6atl6 computational volume, meégis ezen informacié hidnyaban a
sarokvagasi technikét alkalmazd algoritmusok ebben az esetben igénylik a legtdbb szamolasi
idot. A haromdimenzids algoritmus tesztelésekor Kidertlt, hogy az 6sszes optimalis illesztés
konvex burka jelentés mennyisegi szuboptimalis illesztést tartalmazhat.

Az illesztések statisztikus mintavételezésénél is konnyen eléfordulhat, hogy O(1™)
nagysagu részt kell mintavételezni ahhoz, hogy elég pontosan meghatarozzuk a szekvencidk
teljes likelihoodjat. Egyenlére azok a mintavételezési probdlkozasok, amelyek arra
iranyulnak, hogy dinamikus programozasi tablazat minél nagyobb részébsl vegyink mintat,
nem jartak eredménnyel (Holmes & Bruno, 2001).

A MCMC technikdnak még fontosabb szerepe lehet olyan modellek esetében,
amelyekre a dinamikus programozasi eljaras O(1")-nél t6bb idét igényel, ugyanis ezekben az
esetekben is lehetséges linedris ideji mintavételezés. A dinamikus programozas ezekben az
esetekben nem azért lassabb, mert a lehetséges illesztések szama megnovekszik, hanem azért,
mert az illesztések likelihoodjait nem lehet olyan hatékonyan Osszegezni. Mivel ilyen
modellek a kozeljovoben tért fognak hoditani a statisztikus szekvencia analizisben, ezért az
MCMC technika jelentosége semmiképpen nem el hanyagol hato.
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9. OSSZEFOGLALAS

A biologiai szekvenciak evollciés vizsgalata statisztikus modszereket igényel.
Illesztett szekvencidk esetében statisztikus mddszerek mér hlsz éve ismertek (Felsenstein,
1981), és azbta a szubsztittciok modellezése kielégité modon fejlodott (Hillis et al., 1996). A
szekvencidk statisztikus illesztésére kevesebb figyelmet szenteltek az elmalt idokig. Pedig a
statisztikus illesztés rendkivil fontos, mint ahogy Jotun Hein megdallapitotta (Hein et al.,
2000):

It isan inconsistent approach to first use parsimony/similarity and then halfway in the analysis switch to a
statistical approach. In addition, the alignment created by parsimony/similarity can create unknown biases
in the estimation of substitution parameters, as these procedures will align to create as much identity
within each column as possible.

Az elsé probalkozas statisztikus szekvencia illesztésre Bishop-tol és Thompson-tol szarmazik
(Bishop & Thompson, 1986). Ez a modszer még csak kozelité értéket adott két szekvencia
likelihoodjara. Az elsd pontos szamolast Thorne és munkatérsai adtak meg (Thorne et al.,
1991). Az azéta TKF91 néven emlegetett modellnek azonban tobb bioldgiailag irrelevans
tulgjdonsaga is van. Egyrészt a modell feltételezi, hogy a szekvencidk hosszisaganak
egyensllyi eloszlasa geometriai, ami ellentmond a bioldgiai megfigyeléseknek (Zhang, 2000).
A maéasik gyenge pontja a modellnek az, hogy nem engedélyezi tébb karakter (aminosav vagy
nukleotid) beszrasét egyetlen evollcios eseményként. Hein és munkatarsai dltal bemutatott
goodness-of-fit statisztika segitségével megmutathatd, hogy egy ilyen modell nem irjale jél a
biolégiai szekvencidk evoluciojét (Hein et al., 2000). Thorne és munkatérsai megprébaltak a
TKF91 modellt Ggy tovébbfejleszteni, hogy az engedélyezze tobb karakter beszlrasat és
torlését (Thorne et al., 1992). Azonban szamolasi okokbdl a hosszi beszirasokat egyetlen
széttorhetetlen fragmentumként kezelték, és csak egész fragmentumok torlodhetnek, ami
megint bioldgiailag nem megalapozott feltételezés (Thorne et al., 1992; Miklés & Toroczkal,
2001).

Az értekezésem elso felében olyan Uj modelleket mutattam be, amelyek megprobaljak
afent emlitett hibakat kiklszobolni. A bemutatott modellek két nagy csoportra oszthatdak.

1. A TKF91 modell kombinatorikus tovabbfejlesztései.

2. A TKF91 modell analitikus tovabbfejlesztésel.
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A TKF91 modell kombinatorikus tovabbfejlesztésein olyan modelleket értek,
amelyekben a tranziens viselkedést tovébbra is az eredeti TKF91 modell irja le. llyen
értelemben a TKF92 modell is a TKF91 modell kombinatorikus tovabbfejlesztésének
tekintheté. A modellek alapja egy olyan (j illesztés tipus, amely az ismeretlen osi
szekvencidhoz illeszti hozza a modern szekvenciakat. Ennek a segitségével sikeriilt tobb
modellt felallitani, és az adott modellek alapjan a kapcsoltsdgi valosziniségeket kiszamito
gyors algoritmusokat irni. Megmutattam, hogy
1. Létezik O(1% futdsi ideji algoritmus, amely Poisson eloszlast szekvencia
hosszUisagokbol evolvalddd szekvenciak kapcsoltsagi valdsziniségeit szamolja ki
(Miklés, 2001c¢).

2. Léezik O(I?) futési idejti algoritmus, amely olyan modell alapjan szémitja ki a
kapcsoltsdgi valoszinisegeét két szekvencianak, amely modell megengedi az egyes
&gakon az afedo torléseket (Miklds, 2001a).. Ezt a TKF92 modell nem
engedélyezte.

3. Létezik O(I") futési idejti algoritmus, amely kiszamitja n darab olyan szekvencia

kapcsoltsdgi valdsziniségét, amelyek egy csillag alaku fa mentén evolvaddtak
(Miklos, 2001b). Ez az algoritmus jelentésen gyorsabb, mint az eddig ismert (Steel
& Hein, 2001)

A TKF91 modell analitikus tovabbfejlesztésein olyan modelleket értek, amelyekben
mar megvaltozik a tranziens viselkedés is a TKF91 modellhez képest. Megmutattam, hogy a
TKF91 modell atirhaté a sztochasztikus sorban dlasi rendszerek nyelvére. A sorban alési
rendszerek elméletében alkalmazott generadtorfliggvények segitségével egy olyan modellt
készitettiink, amely engedélyezi széttorheté hosszh fragmentumok beszirasét (Miklos &
Toroczkai, 2001). Ezenkivil két tovabbi modellt dlitottam fel. Ezeknek a modelleknek még
nem ismerjik a tranziens viselkedését, mert a generatorfliggvénylket leiré parcidlis
differencialegyenleteknek a megoldasai nem ismertek. Az egyik modell a hosszu
beszirasokon kivil engedélyez hosszil torléseket is, a masik modellben a szekvencidk
hosszlisdganak az egyensllyi eloszldsa Poisson, ami |ényegesen jobb kozelités, mint a TKF
modellek geometriai eloszlasa.

Az értekezésem méasodik felében a sarokvagési technikak tovébbfejlesztésiben elért
eredményeimet tettem kozzé. A sarokvégas olyan technika, amely lehetévé teszi, hogy a
dinamikus programozasi téblézat jobb felso és bal alsd sarkanak a kiszamitasa nélkil kapjuk
meg két szekvencia optimalis illesztését. Az eddig publikdlt sarokvagasi technikdk egy un.
teszt értéket igényelnek, és az algoritmusok csak akkor adnak helyes végeredményt, ha az
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optimalis illesztés sllya ennél az értéknél kisebb. A statisztikus illesztésben nem is vilagos,
hogy milyen teszt értéket kellene megadni, hiszen itt nem a teljes likelihood alapjan
hatarozzak meg a szekvencidk evollciés tavolsagat, hanem azt a maximum likelihood
paraméterekkel irjék le, amihez az adott paraméterek mellet ki kell szdmolni a szekvencidk
teljes likelihoodjét. Az értekezésemben megmutattam, hogy mind a tévolsagalapl szekvencia
illesztésben, mind a statisztikus szekvencia illesztésben lehetoség van teszt érték nélkili
sarokvagasra. A satisztikus szekvencia analizisben elért eredmények rosszabbak, mint a
tévolsagalapu illesztésben elértek. Ennek az az oka, hogy a statisztikus illesztésben csak egy
durva becslést sikertlt adnom a dinamikus programozasi téblazat azon részére, amely
bizonyosan nem jarul hozza jelentos mértékben a teljes likelihoodhoz, mig a tavolsagalapu
modszereknél ezt a becslést folyamatosan lehet finomitani a mar kiszdmitott értékek
ismeretében. A statisztikus illesztésben is lehetoség van a becslés folyamatos finomitasara, de
ehhez olyan egyenlétlensegek szilkségesek, amelyeket nem lehet konstans idé alatt
kiszamitani. [gy amit nyeriink a réven, elveszitjiik a vamnal.

Az értekezésem befejezd részében a tovabbi perspektivekat vézoltam fel. A
statisztikus szekvencia illesztés tovabbi fejlodésében valoszinileg nagy szerepet fognak
jétszani a statisztikus mintavételezési modszerek. Az értekezésemben bemutatott modellek és
a MCMC és hasonl6 technikdk kombindldsa Ujabb utat nyithat meg a bioinformatika
fejlodésében.



